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ABSTRACT  

Diese Arbeit beschreibt die Aufstellung einer Trajektorie für ein autonomes Fahrzeug. Als Basis dient eine Vorarbeit, bei der 

ein neuronales Netz das Bild einer Frontkamera eines Autos in Fahrspur und Nicht-Fahrspur segmentiert. Darauf aufbauend 

wird das Bild zunächst in die Vogelperspektive transformiert. Anschließend folgen eine Detektion der Fahrspurkanten sowie 

ein Clustering-Verfahren, um linke und rechte Kantenabschnitte zu separieren. Weiter wird die Trajektorie diskret in Form von 

Parametern des Kreisbogenmodells aufgenommen. Die Prädiktion dieser Parameter erfolgt mittels eines Extended Kalman-

Filters. Die abschließende Validierung der Algorithmen erfolgt durch eine synthetisch generierte Fahrspur. 
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I. MOTIVATION 

Die Trajektorie für autonome Fahrzeuge wird mit 

verschiedenen Modellen dargestellt. Häufig verwendete 

Modellierungen sind Polynome unterschiedlichen Grades 

und Klothoiden-Modelle. In der Praxis ergeben sich jedoch 

auf speziellen Fahrspurabschnitten, wie zum Beispiel 

scharfen Kurven in städtischen Szenarien, Probleme durch 

die mathematischen Begrenzungen der einzelnen Modelle 

[1]. In dieser Forschungsarbeit wird ein neuer Ansatz 

untersucht. Als grundlegendes mathematisches Konstrukt 

wird dabei das Kreisbogenmodell verwendet. Dabei wird 

die Annahme getroffen, dass die Punkte der Trajektorie 

eines autonom fahrenden Fahrzeugs auf einem 

Kreisbogenabschnitt liegen. 

Das Ziel der Arbeit ist, aus einem Kamerabild die 

Trajektorie für ein solches Fahrzeug abzuleiten. Zentraler 

Punkt ist dabei die Adaption und Validierung des 

Kreisbogenmodelles anhand von realen und synthetischen 

Kamerabildern.

II. IST-SYSTEM 

Die Forschungsgrundlage basiert auf einem bereits 

vorhandenen und trainierten neuronalen Netz. BILD 1 zeigt 

die essentiellen Schritte dieser Vorarbeit [2]. Zur 

Bilddatenerfassung dient eine Kamera, die mittig auf dem 

Dach eines Modellfahrzeuges montiert ist und im konkreten 

Fall die Fahrt auf einer Laborfahrbahn aufzeichnet (a). Der 

so erstellte Bilddatensatz wird zunächst auf ein festes 

Bildformat zugeschnitten. Mitaufgezeichnete Fahrzeug-

konturen werden durch diesen Schritt bereits herausgefiltert 

(b). Anschließend erfolgt die eigentliche Verarbeitung jedes 

Kamerabildes durch das neuronale Netz. Das Ergebnis ist 

eine Segmentierung des Kamerabildes in Fahrspur und 

Nicht-Fahrspur. Erkannte Fahrspurpixel werden blau 

eingefärbt, alle anderen Bildsegmente werden durch 

schwarze Pixel ausgeblendet (c). Dabei hängt die Intensität 

des Blauwerts (0-255) davon ab, wie sicher das Netz den 

entsprechenden Pixel als Fahrspursegment klassifiziert. 

 

 
BILD 1 Bildsequenz der Forschungsgrundlage: (a) Originalbild Kamera (b) Bildzuschnitt und Skalierung (c) Output des neuronalen Netzes 
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III. PIPELINE DER DATENVERARBEITUNG 

Für das autonome Fahrzeug ist das segmentierte Kamerabild 

als Datentyp noch immer zu abstrakt, um eine direkte 

Bewegungsplanung aufzustellen. Es werden präzise 

Positionsinformationen über den zu fahrenden Pfad benötigt, 

um eine Regelung für die Fahrzeugsteuerung zu 

implementieren. BILD 2 zeigt die Pipeline der 

Datenverarbeitung, um aus dem segmentierten Kamerabild 

eine Trajektorie abzuleiten. Die Pipeline besteht aus drei 

Hauptschritten: A. Vorverarbeitung, B. Fahrspurkanten- 

detektion und C. Trajektorienbestimmung. Die beiden 

letzteren Schritte werden durch eine Validierung auf ihre 

Funktionsweise mithilfe einer synthetischen Fahrspur 

überprüft. Die Algorithmen der einzelnen Blöcke der 

Datenverarbeitungspipeline werden in den nächsten 

Abschnitten vertieft erläutert. 

 

 
 

BILD 2 Pipeline der Datenverarbeitung 

A. VORVERARBEITUNG 

Aufbauend auf den segmentierten Kamerabildern erfolgt 

zunächst eine Vorverarbeitung der Netzausgabe. Dabei wird 

der Wertebereich von blau dargestellten Pixeln (0-255) im 

Rahmen einer Binarisierung auf 0 oder 255 gesetzt, da diese 

Granularität in der weiteren Verarbeitung nicht von 

Bedeutung ist. Ein Schwellwert gibt an, ab wann ein Pixel 

entweder einem Fahrspursegment oder einem Nicht-

Fahrspursegment zugeordnet werden soll.  

Ein weiteres Ziel dieser Vorverarbeitung ist die Überführung 

der Bilder von der perspektivischen Ansicht in die 

Vogelperspektive [3]. Dort können weiterführende 

Berechnungen einfacher durchgeführt werden. Für die 

Anwendung der für die Transformation erforderlichen 

extrinsischen und intrinsischen Kameraparameter ist zunächst 

eine Rückskalierung der Bilder in ihr ursprüngliches Format 

erforderlich. Während die intrinsischen Parameter wie 

Brennweite und Bildmittelpunkt der Kamera bekannt sind, 

müssen die extrinsischen Parameter separat ermittelt werden. 

Dazu zählt neben dem Neigungs- und Drehwinkel auch die 

Montagehöhe der Kamera über dem Boden.  

 

 
 

BILD 3 Vogelperspektive: (a) Transformation der Netzausgabe  
(b) Transformation des originalen Kamerabildes 

BILD 3 stellt die Ergebnisse der Transformation in die 

Vogelperspektive vom originalen Kamerabild und der 

segmentierten Fahrspur gegenüber. In (b) ist die 

Transformation eines originalen Kamerabildes zu sehen, 

wobei (a) die transformierte Netzausgabe wiedergibt. 

Ebenfalls dargestellt ist die tatsächliche Blickweite der 

Kamera in Meter. 

B. FAHRSPURKANTENDETEKTION 

In diesem Projekt werden die Kanten der segmentierten 

Fahrspur detektiert, um daraus die Informationen für die 

Trajektorie abzuleiten. BILD 4 visualisiert den Ablauf der 

Fahrspurkantendetektion. Als Input dient die vorverarbeitete 

segmentierte Fahrspur. Anschließend werden mithilfe des 

Canny Edge Algorithmus und des Density Based Spatial 

Clusterings (DBSCAN) die Fahrspurkanten, separiert nach 

linker und rechter Kante, extrahiert. 

 

 
 

BILD 4 Ablauf Kantendetektion 

1) CANNY EDGE ALGORITHMUS 

Der gewählte Algorithmus zum Detektieren der Kanten der 

Segmentierung ist der Canny Edge Algorithmus. Dieser wird 

in der Bildverarbeitung sehr häufig verwendet und in [4] 

beschrieben. Nach Anwendung des Algorithmus mit 
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empirisch ermittelten Parametern sind alle Pixel des Bildes 

hinsichtlich der Eigenschaft „Kantenpunkt (j/n)“ klassifiziert. 

 

2) DENSITY BASED SPATIAL CLUSTERING 

Der Output des Canny Edge Algorithmus zeigt alle 

Kantenpunkte der Fahrspur, jedoch sind die Punkte nicht in 

linke und rechte Fahrspurkante separiert. Um diese 

Information zu gewinnen, wird das Density Based Spatial 

Clustering (DBSCAN) verwendet [5]. Der Algorithmus wird 

im Folgenden beschrieben.  

 

Zur Ausführung des Algorithmus werden drei Parameter 

verwendet: 

(1) DB: Datensatz an Punkten 

(2) eps: maximale Distanz zwischen zwei Punkten, um 

sie als Nearest Neighbor zu definieren 

(3) min_samples: minimale Anzahl an Punkten 

innerhalb der eps-Distanz eines Punktes, um ihn als 

Core-Point zu klassifizieren 

 

Das Verfahren kann abstrahiert in drei Schritten beschrieben 

werden: 

(a) Finde alle Core-Points im Datensatz. Core-Points 

sind die Punkte aus DB, bei welchen im 

Distanzbereich eps die Anzahl min_samples an 

Punkten gefunden werden können. 

(b) Verbinde alle Core-Points zu Clustern, welche den 

Abstand kleiner gleich eps zueinander haben. Alle 

Punkte, die nicht Core-Points sind, werden in diesem 

Schritt ignoriert. 

(c) Ordne alle übrigen Punkte, welche noch keinem 

Cluster zugeordnet sind, den in Schritt (b) gebildeten 

Clustern zu. Die Punkte werden denjenigen Clustern 

zugeordnet, welche einen kleineren oder gleichen 

Abstand als eps zum Punkt haben. Alle Punkte, 

welche einen größeren Abstand als eps zu den 

Clustern haben, werden als Noise klassifiziert. 

 

Der DBSCAN-Algorithmus hat in diesem Anwendungsfall 

mehrere Vorteile gegenüber anderen Clustering Verfahren. 

Zum einen muss keine Anzahl an Clustern vorgegeben 

werden. In diesem Datensatz kann es vorkommen, dass nur 

eine oder sogar keine der beiden Fahrspurränder im 

Kamerabild gefunden werden können. Auf diese 

Problemstellung kann mit DBSCAN flexibel reagiert werden. 

Zum anderen können mögliche Pixelfehler automatisch als 

Noise klassifiziert werden. 

Zusätzlich sind mit DBSCAN auch linear nicht separierbare 

Cluster bestimmbar, wodurch auch komplexere 

Straßenführungen abgebildet werden können. 

Ein Nachteil dieses Algorithmus ist, dass die Dichte der 

zusammengehörigen Punkte eines Clusters vorher bekannt 

sein muss, um die Parameter einzustellen. Da im konkreten 

Fall kontinuierliche Kanten vorliegen, kann die Dichte 

ebenfalls als konstant angenommen werden. 

C. TRAJEKTORIENBESTIMMUNG 

Die Fahrspurkantendetektion liefert die Fahrspurkanten als 

Koordinatenpunkte (x, y). Zudem erfolgt eine Klassifikation 

in linke und rechte Fahrspurkante. Aus diesen Informationen 

wird im Prozess der Trajektorienbestimmung eine Mittellinie 

gefunden. Der Algorithmus verwendet dazu einen Extended 

Kalman Filter [6]. Für die Bestimmung der Filterparameter 

sowie für die Filterauslegung wird als mathematisches Modell 

ein Kreisbogen gewählt. In den folgenden Abschnitten werden 

sowohl das Kreisbogenmodell als auch die Anwendung des 

Extended Kalman-Filters in Bezug auf diese Problemstellung 

erläutert. 

 

1) KREISBOGENMODELL 

Für die Auswahl des Kreisbogenmodells wird die Annahme 

zugrunde gelegt, dass die Punkte der Trajektorie entlang eines 

Kreisbogens verlaufen. Dieser Kreisbogen wird durch den 

Schmiegkreis gebildet, welcher auf Basis zweier 

aufeinanderfolgender Punkte die Trajektorie bestmöglich 

annähert. BILD 5 zeigt den parametrisierten Kreisbogen, 

wobei (X0, Y0) den Bogenmittelpunkt darstellt und (X1, Y1), 

(X2, Y2) Punkte auf der Trajektorie sind. 

 

 
BILD 5 Kreisbogenmodell 

Das Ziel dieser Modellierung ist die Ableitung von 

Zustandsgleichungen auf Basis des Kreisbogens, um vom 

Zeitschritt t zum Zeitschritt t+1 zu gelangen. Damit kann die 

Trajektorie in diskreten Zeitschritten in Form von Zustands-

instanzen dargestellt werden. 

Unter den Annahmen, dass die maximale Krümmung den 

Wert 1 [1/m] nicht übersteigt und einer kleinen Sehne S, 

entspricht der neu eingeführte Winkel α in erster Näherung 

dem Winkel φ1 (Gleichung 1). 

 

𝛼 = 𝜑1 +
𝑆

2
∗ 𝐾 ≈ 𝜑1 (1) 

 

Jeder Punkt der Trajektorie kann auf Basis des Kreisbogens 

vollständig mit vier Zustandsgrößen beschrieben werden: 

x: Lage des Punktes entlang der x-Achse in Pixeln 

y: Lage des Punktes entlang der y-Achse in Pixeln 

α: Orientierung des Punktes  

K: Krümmung der Fahrspur 
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Nach weiteren Umformungen können folgende Zustands-

gleichungen (Gleichungen 2 bis 5) für die Zustandsgrößen 

aufgestellt werden: 

 

𝑥2 = 𝑥1 − 𝑆 ∗ 𝑠𝑖𝑛⁡(𝛼) (2) 

𝑦2 = 𝑦1 + 𝑆 ∗ 𝑐𝑜𝑠(𝛼) (3) 

𝛼2 = 𝛼1 + 𝑆 ∗ 𝐾 (4) 

𝐾 = 𝑐𝑜𝑛𝑠𝑡. (5) 

 

2) EXTENDED KALMAN- FILTER 

Für die Berechnung der Trajektorie wird aufgrund der 

Nichtlinearität der Zustandsgleichungen des Kreisbogen-

modells ein Extended Kalman-Filter [6] verwendet. Im 

Allgemeinen gilt für die Systembeschreibung: 

 

𝑥(𝑘 + 1) =⁡𝑓⁡(𝑥(𝑘); 𝑢(𝑘))+𝐺 ∗⁡𝑧(𝑘) (6) 

𝑦(𝑘) ⁡= ⁡ℎ(𝑥(𝑘); 𝑢(𝑘)) + 𝑣(𝑘) (7) 

 

Dabei sind die Funktionen f(x(k);u(k)) und h(x(k);u(k)) nicht 

linear. 

Im konkreten Fall werden die Zustandsgleichungen in die 

Matrizen des Extended Kalman-Filters überführt: 

 

𝑥 = [

𝑥
𝑦
𝛼
𝐾

] (8) 

𝐴𝑗 = [

1 0 −𝑆 ∗ 𝑐𝑜𝑠(𝛼) 0
0
0
0

1
0
0

−𝑆 ∗ 𝑠𝑖𝑛(𝛼)
1
0

0
𝑆
1

] (9) 

𝐶𝑗 = [
1 0 0 0
0 1 0 0

] (10) 

𝐺 = [

0
0

0

1

] (11) 

 

In den Zustandsvektor x (Gleichung 8) werden die 

Zustandsgrößen eingetragen. Die Zustandsgleichungen aus 

den Gleichungen 2 bis 5 werden in die Systemmatrix Aj 

(Gleichung 9) überführt. 

Die Kamera liefert als Sensorinformation ausschließlich das 

Kamerabild. Aus diesem Bild können nur die x und y 

Koordinaten der Trajektorie direkt beobachtet werden. Der 

Winkel α und die Krümmung K sind nicht messbar. Daraus 

entsteht die Ausgangsmatrix Cj (Gleichung 10). Als 

Vereinfachung wird die Krümmung K in den 

Zustandsgleichungen als konstant angenommen. Reale 

Krümmungsänderungen stellen in der Modellierung des 

Kalman-Filters ein Systemfehler dar. Dieser Systemfehler 

wird mithilfe der Matrix des Systemrauschens G (Gleichung 

11) berücksichtigt. Bei den Matrizen Aj und Cj handelt es sich 

aufgrund der Nichtlinearität des Kreisbogenmodells um 

Jacobi-Matrizen. 

 

3) MESSPUNKTSUCHE UND FUSION 

Als Grundlage der Trajektorienbestimmung dienen die 

gefundenen Messpunkte der linken und rechten 

Fahrspurkanten. In BILD 6 ist der schematische Ablauf der 

Datenfusion dargestellt.  

 

 
 

 

BILD 6 Messpunktsuche / Fusion / Prädiktion 

Die in Blau (linker Fahrbahnrand) bzw. Rot (rechter 

Fahrbahnrand) dargestellten Kreuze, veranschaulichen die 

gefunden Kantenpunkte der Fahrbahn.  

Festgelegt durch die Platzierung der Kamera befindet sich die 

aktuelle Position des Fahrzeuges in der Mitte des unteren 

Bildrandes. Ausgehend von dieser Position wird das 

Kamerabild mit einer definierten Schrittweite S entlang der 

gefunden Messpunkte durchlaufen. 

Initial wird angenommen, dass sich das Fahrzeug annähernd 

parallel zur Fahrbahn befindet. Daraus ergibt sich, dass die 

Zustandsgröße α im ersten Schritt zu Null gesetzt wird. Die 

Krümmung K wird ebenfalls mit Null initialisiert. Mit diesen 

Annahmen wird der prädizierte Wert der Trajektorie 

berechnet, welcher sich im Abstand der Schrittweite S vom 

Ausgangspunkt befindet. Bezugnehmend auf das 

Kreisbogenmodell kann die Schrittweite mit der Bogensehne 

S gleichgesetzt werden. Ausgehend von diesem Punkt erfolgt 

die Suche nach den Mess- bzw. Kantenpunkten. Dies 

geschieht unter Einbeziehung der Fahrbahnbreite und in 

orthogonaler Richtung zum prädizierten Messpunkt. Als 

tatsächliche Messwerte werden jene Kantenpunkte 

herangezogen, welche den kürzesten Abstand zum 



 

19. Februar 2020 5 

prädizierten Wert aufweisen. Diese durch das Nearest 

Neighbor– Verfahren [7] gefundenen Koordinatenpunkte 

werden zu einem neuen Messpunkt fusioniert. 

Im Anschluss erfolgt die Ermittlung der Differenz aus 

prädizierten Wert und fusioniertem Messpunkt. Die Differenz 

fließt unter Verwendung der Kalmanverstärkung in den 

korrigierten Wert mit ein. 

 

In Schritt 1 ist diese Differenz nicht vorhanden, weshalb der 

prädizierte, der fusionierte und der korrigierte Wert überlagert 

dargestellt sind. Für die Prädiktion des nächsten 

Trajektorienpunktes in Schritt 2 erfolgt deshalb keine 

Korrektur des Winkels α und der Krümmung K. Jene 

Zustandsgrößen bleiben vorerst mit dem Wert einer 

„Geradeausfahrt“ initialisiert. 

Befindet sich das Fahrzeug nun aber wie in BILD 6 

dargestellt in einer Kurve, ergibt sich für diesen Schritt eine 

Differenz zwischen prädiziertem und gemessenem Wert. Je 

nach Wahl der Parameter für das System bzw. dem 

Messrauschen erfolgt nun eine Korrektur der 

Zustandsgrößen α und K, siehe Schritt 3. 

Aufgrund dieser Korrektureigenschaft des Kalman-Filters 

verschwindet der bei der Initialisierung gemachte Fehler nach 

nur wenigen Iterationsschritten.  

D. VALIDIERUNG 

Um die Funktionsweise der beschriebenen Verarbeitungs-

pipeline sicherzustellen, wird diese anhand von synthetischen 

Daten validiert. Für die Simulation wird ein Generator erstellt, 

der die segmentierte Fahrspur in Vogelperspektive generiert. 

Dabei erstellt der Generator zuerst eine Trajektorie, bestehend 

aus Punkten mit den Positionsdaten x und y, der 

Winkeldrehung α und der Krümmung K. Diese Daten werden 

als Ground-Truth verwendet, mit welcher die prädizierte 

Trajektorie verglichen werden kann. Mithilfe der 

Fahrspurbreite und einem Rauschfaktor wird anschließend die 

segmentierte Fahrspur als Bild erstellt (BILD 7). Das 

generierte Bild ist vergleichbar mit der vorverarbeiteten 

Netzausgabe der Realdaten. Das gedachte Fahrzeug startet in 

der Fahrspur bei x = 0. 

 

 
BILD 7 Fahrspurgenerator 

Das generierte Bild wird als Input für die 

Verarbeitungspipeline verwendet und durchläuft die einzelnen 

Verarbeitungsschritte (ohne Vorverarbeitung). 

BILD 8 zeigt das Ergebnis des Canny Edge Algorithmus und 

damit die gefundenen Kanten der segmentierten Fahrspur. 

Kantenpunkte sind im Bild gelb markiert. 

 
BILD 8 Canny Edge Detection 

Der nächste Schritt ist das Clustering der Punkte in linke und 

rechte Fahrspurkantenpunkte mit dem DBSCAN. Linke 

Kantenpunkte sind im BILD 9 in Blau zu sehen, rechte in Rot. 

 
BILD 9 DBSCAN (Clustering) 

Anschließend folgt die Trajektorienbestimmung. Nach den 

beschriebenen Verarbeitungsschritten, der Messpunktsuche, 

Fusionierung und der Anwendung des Extended Kalman-

Filters, liegt die ermittelte Trajektorie in Form von Instanzen 

des Zustandsvektors x vor.  

 

Diese Zustandsinstanzen der Trajektorie werden mit der 

Ground Truth des Generators verglichen. BILD 10 zeigt den 

Vergleich der Position der Trajektorie in x- und y-Richtung. 

In Rot ist die Ground Truth des Generators zu sehen, in Blau 

die prädizierte Trajektorie. Fehlerrechnungen zwischen den 

beiden Trajektorien zeigen vernachlässigbare Abweichungen. 



 

19. Februar 2020 6 

 
BILD 10 Vergleich 1: Prädiktion vs. Generator 

In BILD 11 erfolgt der Vergleich der Trajektorienparameter α 

und K zwischen der Ground Truth des Generators (rot) und 

der Prädiktion (blau). 

 

Der Winkel α der Prädiktion folgt der Ground Truth mit 

leichtem Rauschen (oberes Diagramm). Der Verlauf der 

Fahrspur kann jedoch anhand des Winkels klar nachvollzogen 

werden. Von Punkt 0 bis Punkt 40 ist ein gerades Stück 

Fahrspur zu erkennen. Anschließend folgt bis Punkt 160 ein 

Fahrspurabschnitt mit konstanter Krümmung. Danach schließt 

sich eine entgegengesetzte Kurve an, welche eine stärkere 

konstante Krümmung als zuvor hat. 

 

Der Krümmungsvergleich im unteren Diagramm zeigt, dass 

die Krümmung im Groben erkannt wird, jedoch ist sie mit 

großem Rauschen und einer Trägheit behaftet. Der Grund 

hierfür ist, dass die Krümmung in den grundlegenden 

Zustandsgleichungen zur Vereinfachung als konstant 

angenommen wird. Aus dem Diagramm für den Winkel α geht 

hervor, dass dessen Prädiktion eine ausreichend hohe Güte 

aufweist. Wäre ein präziserer Krümmungsverlauf ebenfalls 

von Interesse, dürfte die Zustandsraumbeschreibung der 

Krümmung nicht weiter als konstant angenommen werden, da 

dies im konkreten Fall bei Punkt 40 und Punkt 160 zu einem 

Systemfehler führt. 

 

 
BILD 11 Vergleich 2: Prädiktion vs. Generator 

IV. ERGEBNIS 

Mithilfe der synthetisch erzeugten Bilddaten konnten sowohl 

das gewählte Kreisbogenmodell, als auch die angewandten 

Algorithmen für die Trajektorienbestimmung validiert 

werden. 

Die in BILD 12 dargestellten Ausschnitte zeigen beispielhaft 

zwei Szenarien aus dem Realdatensatz der Laborfahrbahn. Zu 

sehen ist eine Überlagerung des in die Vogelperspektive 

transformierten Originalbildes der Fahrzeugkamera (grau) 

und der segmentierten Fahrspur (blau). Die Trajektorie ist in 

Rot dargestellt. 

Szenario (a) zeigt eine durch das neuronale Netz vollständig 

erkannte Fahrspur. In diesem Fall wird die Solltrajektorie nach 

der beschriebenen Vorgehensweise berechnet und korrekt 

eingezeichnet. 

Szenario (b) stellt einen Sonderfall der Spurerkennung dar. 

Das Fahrzeug befindet sich hier kurz vor einer Kreuzung. 

Ohne Fahrbahnmarkierungen hat das neuronale Netz 

Schwierigkeiten die Fahrspur zu erkennen. Dort zeigt sich der 

Vorteil des Einsatzes des Kreisbogenmodells in Kombination 

mit dem Extended Kalman-Filter. Auf Basis der letzten 

gefundenen Zustandsgrößen können weitere Punkte ohne 

Input einer erkannten Fahrspur prädiziert werden. Für kürzere 

Abschnitte zeigt das Verfahren somit auch eine Robustheit 

gegen den Ausfall von Sensordaten. 

 

 
 

BILD 12 Trajektorienbestimmung auf Laborfahrbahn (a) Szenario: 
vollständige Fahrspur (b) Szenario: unvollständige Fahrspur 

Bisher unberücksichtigt ist die Auswertung des zeitlichen 

Verlaufs über mehrere Kamerabilder hinweg, was eine 

zusätzliche Verbesserung der Trajektorie erzielen würde. Die 

Anwendung der Algorithmen auf den Realdatensatz bestätigt 

die Praxistauglichkeit der gezeigten Verfahren.  
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